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Réseaux de neurones et apprentissage



Echauffement : bataille navale
• Faire une carte avec une caméra à un seul pixel, 

• et une mémoire de moineau



Gradient Stochastique

• C’est le principe du gradient stochastique

• L’idée de la descente de gradient remonte à Augustin-Louis Cauchy, 
en 1847 puis Jacques Hadamard en 1907

• Permet de traiter une quantité illimitée de données sans les charger 
toutes en mémoire.

• La descente de gradient stochastique prend en compte la présence de 
bruit dans les données.

• Les gradients sont une représentation numérique de la direction de 
plus grande pente.



Une video d’Andrew Ng

• https://youtu.be/yFPLyDwVifc?si=pf66zSqTd8Yga67y

https://youtu.be/yFPLyDwVifc?si=pf66zSqTd8Yga67y


En résumé

• Dans quel espace fait-on cette recherche ?
• Dans l’espace des paramètres (réglages possibles) d’un modèle que nous 

entrainons.

• A quoi correspond l’altitude ?  
• Idéalement à une mesure erreur moyenne sur l’ensemble des données

• Mais nous n’avons qu’un échantillon : on l’utilise comme représentant de la 
distribution inconnue, pour produire un taux d’erreur empirique

• Mais nous ne pouvons pas traiter tout l’échantillon en une seule fois, et il est 
entaché de bruit: nous utilisons chaque élément de l’échantillon comme un 
représentant de l’ensemble, séquentiellement: gradient stochastique. 



Risques:

• Tourner en rond sans jamais converger
• Solution: algorithmes adaptatifs

• Sur-apprendre l’échantillon avec son bruit
• Régularisation, early-stopping basé sur un échantillon de test distinct.

• Mais aussi par la suite (pour mémoire)
• La distribution des données change (j’utilise en Bretagne mon modèle de la 

côte basque)
• La réalité a changé: les bancs de sable ont bougé
• Quelqu’un a changé le format des coordonnées GPS sans prévenir le Chief 

Data Officer
• Et cetera



De la régression linéaire aux réseaux de 
neurones (en sautant le machine learning)

• Les éléments d’un réseau de neurone:
• Prendre des inputs (ici les coordonnées GPS) 
• Les combiner avec les paramètres du réseau (les poids)
• Pour obtenir un résultat, par exemple une prédiction (« mer à 60% ») ou une génération de 

contenu.
• Par un enchaînement de calculs

• En général sans boucle (« réseaux feed forward »)
• Les règles de calcul et d’enchaînement forment la structure du réseau

• Elle est en général fixe
• Chaque étape de calcul prend comme intrant  tout ou partie des résultats des précédentes

• Elle est l’analogue lointain d’un neurone biologique (sans les boucles de rétroaction)
• Le chiffre produit est l’équivalent de l’activation neuronale. 

• Une couche (layer) représente un ensemble de neurones partageant la même structure de 
calcul, souvent mis à jour en bloc.
• L’input et  l’output sont des ensembles de chiffres disposés en vecteur, matrice, matrice de matrices, 

etc… : tenseurs.



Un classifieur de pingouins

Source: Tensorflow



Un exemple animé

• retour à la régression linéaire

• importance des non-linéarités

https://playground.tensorflow.org/#activation=relu&batchSize=10&dataset=gauss&regDataset=reg-plane&learningRate=0.03&regularizationRate=0&noise=0&networkShape=&seed=0.33583&showTestData=false&discretize=false&percTrainData=50&x=true&y=true&xTimesY=false&xSquared=false&ySquared=false&cosX=false&sinX=false&cosY=false&sinY=false&collectStats=false&problem=classification&initZero=false&hideText=false
https://playground.tensorflow.org/#activation=linear&batchSize=10&dataset=xor&regDataset=reg-plane&learningRate=0.03&regularizationRate=0&noise=0&networkShape=6,4,5&seed=0.10032&showTestData=false&discretize=false&percTrainData=50&x=true&y=true&xTimesY=false&xSquared=false&ySquared=false&cosX=false&sinX=false&cosY=false&sinY=false&collectStats=false&problem=classification&initZero=false&hideText=false


Quiz: 

• Comment calculer le maximum de deux nombres 
• avec seulement des opérations linéaires: multiplications par des paramètres 

fixes et additions ?

• Et avec une non-linéarité ?
• 𝑎, 𝑏 → 𝑎 + 𝑏 − 𝑎 +

• Et avec une non-linéarités à chaque étape ? 
• 𝑎, 𝑏 → 𝑎+ − −𝑎 + + 𝑏 − 𝑎 +

• 3,7 → 3 − 0 + 4 = 7

• Rapprocher du AND et du OR logique



Quiz, vu par Pytorch
my_net=nn.Sequential()
my_net.add_module('layer1', nn.Linear(2, hidden_size, bias=False)) 
my_net.add_module('relu1', nn.ReLU())        
my_net.add_module('layer2', nn.Linear(hidden_size, 1, bias=False))



Non-linéarités

• Un exemple plus complexe 

https://playground.tensorflow.org/#activation=relu&batchSize=19&dataset=spiral&regDataset=reg-plane&learningRate=0.03&regularizationRate=0&noise=0&networkShape=8,7,6,5,4,2&seed=0.62326&showTestData=false&discretize=false&percTrainData=50&x=true&y=true&xTimesY=false&xSquared=false&ySquared=false&cosX=false&sinX=false&cosY=false&sinY=false&collectStats=false&problem=classification&initZero=false&hideText=false


L’espace latent



Traiter le texte

• Quelques problèmes :
• Vocabulaire infini

• Longueur des séquences d'entrée

• Les réseaux de neurones ne peuvent traiter que des nombres

• Disponibilité d'échantillons d'entraînement
• textes utiles

• non-toxiques



Vocabulaire infini : Tokenisation

• Inspiré des méthodes de compression (zip)

Source inria.hal.science/hal-00959079



Des mots aux vecteurs : Embeddings

• représenter les mots par des vecteurs

• Exemple avec des vecteurs tirés au hasard:



Embeddings

• L’information de plusieurs vecteurs se fusionne par addition
• Pourquoi sans trop de perte ? Les vecteurs tendent à être très  éloignés les uns des 

autres dans un espace de grande dimension. Peu de collisions.
• Si on a le temps : dénombrer les coins d’un hyper cube. 

• d=1 ->2
• d=2 ->4
• d=3 ->8
• d=10 -> 1024

• La proximité se mesure par l’angle
• Pourquoi l’angle et pas aussi la taille ? En grande dimension, la taille (la norme) n’est 

qu’un paramètre parmi beaucoup. On ne perd pas beaucoup d’information à 
l’ignorer   



Embeddings

• En pratique, on construit un embedding en  entrainant un réseau à 
effectuer une tache sur des mots, par exemple deviner un mot 
masqué à partir de ses voisins. L’embedding apparait souvent comme 
première couche d’un réseau:

• [word seq]->[word id seq]->{[embedding vector seq]->layers}->output



Embeddings
• captent la proximité entre les mots

• https://projector.tensorflow.org/

https://projector.tensorflow.org/


Embeddings
• Mais aussi certaines relations sémantiques

• http://nlp.polytechnique.fr/word2vec

http://nlp.polytechnique.fr/word2vec
http://nlp.polytechnique.fr/word2vec


Embeddings
• Par le biais des modèles de langage, on peut les étendre à des phrases

ou des documents.

• Amazon food reviews



Embeddings



Des vecteurs aux mots

• Comment décoder un vecteur en sortie d’un réseau de neurone pour 
produire un mot ?

• S’assurer par la structure du réseau que le vecteur a la même dimension 
que l’embedding choisi. 

• Calculer toutes les similarités avec les mots (ou tokens) de l’embedding.
• Transformer ce vecteur de similarité en vecteur de probabilités (nombres

positifs sommant à 1)
• Par exemple 

• s1->exp(s1)/[exp(s1)+exp(s2)+…] 

• Faire un tirage basé sur cette loi de probabilité



Des vecteurs aux mots
• Faire un tirage basé sur cette loi de probabilité:

• Déterministe. En choisissant le token le plus probable: C’est en fait une 
classification où chaque token du vocabulaire représente une classe.

• Ou en choisissant laissant une part au hasard, quantifiée par le paramètre de 
température.

• Si on fait ce décodage en séquence
• Soit token par token. Mais on peut rater des 

séquences globalement très probables qui 
contiennent ponctuellement un token improbable

• Soit en sélectionnant des séquences de token
selon leur probabilité combinées (beam search)  



En résumé

• On représente chaque token par un vecteur

• L’addition de vecteurs permet de joindre les informations correspondantes 
sans trop de perte 

• La similarité s’obtient par une opération simple (proche d’un calcul d’angle, 
en fait une multiplication terme à terme)

• Les layers dotés de leurs paramètres cachés permettent de transformer ces 
vecteurs en d’autre vecteurs. 

• Après entrainement ces transformations devraient produire un résultat 
utile sous forme d’un dernier vecteur (tenseur)

• Le décodage final en tokens est basé sur le même calcul de similarité (entre 
un vecteur donné et les embeddings des tokens du vocabulaire)



Traiter les séquences



Traiter les séquences

• Modèle de base: présenter tous les tokens en entrée d’un réseau ‘fully
connected’

• RNN: (réseau récurrent) : 
• Comme une moyenne récurrente, absorbe tout avec la même importance, dans un 

état interne mis à jour séquentiellement (à chaque nouveau token). Tous les tokens
arrivants sont traités avec la même pondération. Leur représentation est donnée par 
l’embedding. Le réseau combine l’état interne et le token arrivant pour produire un 
output, qui est décodé.

• LSTM : Long Term Short Term Memory. 
• essayer de pondérer ce qu'il est plus important d'absorber, en se basant sur l’état 

interne courant et le nouveau token présenté.
• La représentation des tokens est toujours donnée par l’embedding

• Transformer / Mecanisme d’attention
• Moduler la représentation de chaque token en fonction d’une importance croisée 

avec chacun des autres token connus.



Attention heads and transformers



Self Attention



Transformers



Tansformers



Types de transformers



Pré-entrainement



Principe d’entrainement

• En général auto-supervisé 

• Par exemple
• Input : « the teacher <mask> the student>

• Output : vecteur de probabilité sur les tokens

• Critère : produire une forte probabilité sur ‘teaches’ 

• Sur beaucoup d’exemples …



Entraîner un LLM:



Lois d'échelle, dimensionnement

Source: Deeplearning.ai



Lois d'échelle, dimensionnement

Source: Deeplearning.ai



Cycle de Vie

• Choix d’un modèle

• Adaptation et alignement
• Prompt engineering

• Fine Tuning

• Alignement sur les préférences humaine

• Evaluation

• Optimisation

• Déploiement



Prompt engineering / In context learning

• Zero-shot

• One-shot /
Few-shot

• Pas toujours suffisant : fine-tuning



Fine Tuning

• Pour l’adaptation à
• de nouvelles tâches

• de nouveaux domaines

• En évitant L’oubli catastrophique:
• Diversité de tâches. 

Voir FLAN

• Parameter Efficient Fine-tuning (PEFT)

• Des surcoûts humains et d’entrainement
• Parameter Efficient Fine-tuning (PEFT)



Fine Tuning



Fine Tuning 



Parameter efficient Fine-Tuning

• PEFT 
• works by freezing most of the parameters of the pre-trained language model and 

only fine-tuning a small subset of parameters that are relevant to the downstream 
task. This can be done in a number of ways, including:

• Sparse fine-tuning:
• This method only fine-tunes a small subset of the existing parameters in the model.

• Low-rank factorization: (LORA)
• This method approximates the entire weight matrix of the model using a lower-rank 

matrix, which significantly reduces the number of parameters.

• Parameter pruning:
• This method identifies and removes redundant or unimportant parameters from the 

model.

(source Bard)



Prompt tuning
• En quelque sorte un modèle en amont du modèle



Alignement sur les préférences humaines

• Reinforcement Learning from Human Feedback

• RLHF is a powerful approach for training agents in environments where traditional RL techniques 
are difficult or impossible to apply. For example, RLHF can be used to train dialogue agents, 
chatbots, and other natural language processing (NLP) systems.

• RLHF process:

• Collect human feedback:
• The first step in RLHF is to collect human feedback on the agent's behavior. This feedback can be in the form 

of pairwise comparisons, where humans compare two different actions and choose the one they prefer, or it 
can be in the form of absolute ratings, where humans assign a score to each action.

• Train the reward model: 
• The human feedback is then used to train a reward model. The reward model is a function that takes an 

action as input and outputs a reward as output. The reward model is learned by minimizing the cross-entropy 
loss between the predicted rewards and the actual human feedback.

• Optimize the agent's policy: 
• The reward model is then used as a reward function to optimize the agent's policy using RL. RL is an algorithm 

that learns an agent's policy by trial and error. The agent's policy is a function that takes a state as input and 
outputs an action as output.



RLHF

• RLHF has been shown to be effective for a variety of tasks, including:

• Dialogue generation:
• RLHF has been used to train dialogue agents that can generate more natural 

and engaging conversations.

• Chatbots:
• RLHF has been used to train chatbots that can provide more helpful and 

informative responses to user queries.

• NLP tasks:
• RLHF has been used to train NLP models for a variety of tasks, such as 

question answering, summarization, and text classification.



RLHF
• Train a reward model to predict preferred 

completion from {yj , yk } for prompt x

• Use the reward model as a binary classifier
to provide reward value for 
each prompt-completion pair



RLHF

• Proximal Policy Optimization:
• Ne fait que des changements limités



Consitutional AI

• Le feedback humain reste couteux

• Utiliser le modèle lui-même



Optimization,



Time and effort



Glossaire

• Voir aussi le glossaire

https://www.dropbox.com/scl/fi/ckqc1l25n7rfxe0c0ew1w/Glossary.md.pdf?rlkey=uw9winjcxy7sg5vju38i2n205&dl=0
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